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Abstrakt

Hladanie asocia¢nych pravidiel je ddlezitou metédou v oblasti
analyzy tudajov. Cielom tejto prace je prezentovat prehlad zna-
mych algoritmov v tejto oblasti, porovnat ich vyhody a nevyhody
a nasledne ich aplikovat na konkrétnu mnozinu tudajov. V ramci
préace su identifikované a podrobne popisané existujtce algoritmy
pouzivané na generovanie asocia¢nych pravidiel. Nasledne sme tieto
algoritmy implementovali a aplikovali na vybrany dataset. Tato
aplikacia ukazuje prakticki hodnotu tychto algoritmov v redlnych
podmienkach a ich schopnost odhalif relevantné vzory v datach.
Vybrané metody sme v zavere porovnali z hladiska ¢asu behu a pra-

hovej hodnoty podpory.

Kltcové slova: asociacné pravidlda, analyza udajov, Apriori,

FP-growth, GUHA.



Abstract

Association rules mining is a important method in data mining.
The aim of this paper is to provide an overview of the well-known
algorithms in this area, compare their advantages and disadvanta-
ges, and then apply them to a specific dataset. Existing algorithms
used to generate association rules are identified and described in
detail within the thesis. We then implemented and applied these
algorithms to a selected dataset. This application demonstrates
the practical value of these algorithms in real-world settings and
their ability to detect relevant patterns in the data. We compared

selected methods by running time and values of support.

Keywords: association rules, data analysis, Apriori, F'P-growth,

GUHA.
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Uvod

Hladanie asocia¢nych pravidiel je ddlezitou témou v oblasti dolovania tdajov. K aso-
ciacii dochadza vtedy, ked niekolko udalosti navzajom suvisi. Intuitivne by sme mohli
asocidcie popisat takym spdsobom, ze urcité udaje (alebo udalosti ndjdené v idajoch)
st spojené s inymi idajmi alebo udalostami vyplyvajicimi z tychto idajov. Napriklad
studia vykonand v supermarkete moze ukézat, ze 65% nédvstevnikov, ktorf si kupili
zemiakové lupienky, si kipia aj Coca-Colu, a ak existuje zlava pre takyto stubor, kiipia
si ju v 85% pripadov. Ak obchod mé informécie o takejto asociécii, je pre manazérov
lahké posudit, nakolko je zlava uc¢inna.

Takéto vyhladavanie odhaluje skryté suvislosti v zdanlivo nestuvisiacich tdajoch.
Tieto suvislosti sa nazyvaju asociacné pravidla. Tie, ktoré presahuju urcéita hra-
nicu, sa povazuju za zaujimavé. Takéto pravidla davaji moznost prijat opatrenia na
zaklade najdenych vzorov. Pomahaju tiez pri rozhodovani a vysvetlovani. Podobne
ako vicsina metéd data miningu (hlbkové analyza dat), aj tdto metéda umoziiuje
transformovat potencidlne obrovské mnozstvo informacii na maly a zrozumitelny su-
bor statistickych ukazovatelov. Metdédy asociacnych pravidiel zaradujeme z hladiska
typu uloh strojového ucenia medzi ucenie sa bez dozoru, samostatné alebo tiez nekon-
trolované ucenie [1].

Jednym z najcastejsie uvadzanych prikladov hladania asocia¢nych pravidiel je
problém hladania vztahov v nakupnom kosiku. Cielom pri hladani takychto asocidcii
je identifikovat, ktoré produkty sa v kosiku ¢asto vyskytuja spolu, aby marketingovi
odbornici mohli tieto produkty vhodne umiestnit v obchode, prijat dalsie rozhodnutia,
a zvysit tak predaj.

Asociacné pravidla mozno pouzit aj na analyzu zdravotnych symptéomov u pacien-
tov v nemocniciach. McCormick a kol. [2] vo svojej studii skimali asocidcie medzi
faktormi, ako si etnicky pévod, vysoka hladina cholesterolu, hypertenzia, vek a pod-
mienky liecby. Vysledky ukazuju sklony k infarktu myokardu medzi réznymi skupi-

nami pacientov. Pouzity pristup je obzvlast vhodny na predikciu dalsich symptomov.



Tieto informécie mozu pomoct opatrovatelom alebo lekdrom pri rozhodovani v liec¢be.

Iny priklad aplikicie dolovania dat v readlnom zivote bol popisany Flachom a ko-
lektivom [3]. Cielom daného $tidia bolo néjst ,zaujimavé“ asocidcie (pravidld) medzi
triedou cesty, podmienkami (pocasie, osvetlenie a pod.) a smrtelnostou nehod. Tento
projekt by mohol pomdct pochopit a zlepsit bezpecnost na cestach, prijat vybrané
opatrenia, ktoré by znizili vyskyt a zavaznost nehod.

V kapitole 1 prezentujeme zakladné pojmy a prehlad aktudlneho stavu v oblasti
dolovania tdajov. V kapitole 2 popisujeme zndme algoritmy na generovanie asociac-
nych pravidiel. V kapitole 3 prezentujeme teériu a aplikacie GUHA metod v kontexte
asociacnych pravidiel. V kapitole 4 detailne popisujeme pouzity datovy sibor a me-
tody analyzy. V kapitole 5 prezentujeme vysledky analyzy vybranej datovej sady.

V kapitole 6 hodnotime nase vysledky a nasledne ich porovnavame s inymi pracami.



Kapitola 1

Asociacné pravidla

1.1 Zakladné pojmy

V tejto podkapitole sa zameriame na definiciu a vysvetlenie zdkladnych pojmov. Nasim
ciefom je poskytnut citatelovi jasny a komplexny pohlad na koncepty a terminy, ktoré

budeme pouzivat v dalsich castiach préce.

Definicia 1.1 Uvazujme mnozinu Z = {iy,is,...,%,}, pricom m je prirodzené ¢islo
a prvky tejto mnoziny su literaly, ktoré budeme nazyvat aj polozky. Lubovolni pod-
mnozinu 7" mnoziny Z budeme nazyvat mnozina poloZiek alebo transakcia. Nech
k je prirodzené cislo. Postupnost transakcii D = (11,73, ...,T;) budeme nazyvat

databdzou nad Z, pricom T; C T pre j € {1,2,...,k}.

Priklad. Ak Z = {mlieko, maslo, vajcia, chlieb}, tak jednou moznou databizou nad Z

je postupnost transakeii ({chlieb, maslo}, {mlieko}, {vajcia, maslo, chlieb}).

Poznamka. Ku kazdej transakcii je priradeny jedinecény identifikator, ktory budeme

oznacovat TID.

Definicia 1.2 Nech Z je mnozina (vSetkych) poloziek a nech X C Z, Y C T a tiez
X NY = . Dvojicu (X,Y) budeme nazyvat asociacné pravidlo nad Z, pricom ho

budeme oznacovat ako X = Y.

Priklad. Nech Z = {mlieko, maslo, chlieb, zemiakové lupienky, Coca-Cola}. Po-
tom {chlieb, maslo} = {mlieko} alebo {zemiakové lupienky} = {Coca-Cola} si dva

priklady asocia¢nych pravidiel nad Z.

Poznamka. Mnozina X sa nazyva predpoklad (antecedent) a Y zdver (consequent)

asociacného pravidla nad Z.



Definicia 1.3 Definujme funkciu support(X) pre mnozinu poloziek X takto:

{teD: XCt}

support(X) D]

Priklad. Nech D = ({chlieb, maslo}, {mlieko}, {vajcia, maslo, chlieb}).
Potom support({maslo}) = 2.

Poznamka. Hovorime, Ze pravidlo X = Y ma podporu c, ak support(X UY) = c.

Poznamka. V literatire sa mozete stretnit aj s pojmom absolitnej hodnoty pod-

pory. Podpora sa zvykne v literatire oznacovat aj ako nosic.

Definicia 1.4 Definujme funkciu confidence(X =-Y’) pre pravidlo X = Y takto:

support(X UY)

confidence(X = Y) = £
suppor

Priklad. Nech D = ({chlieb, maslo}, {mlieko}, {vajcia, maslo, chlieb}).

. support({maslo,chlieb
Potom confidence({maslo} = {chlieb}) = p;’up;gt( Tmaelo]) No—1,

Poznamka. Hovorime, 7e pravidlo X = Y méa spolahlivost ¢, ak confidence(X =

Y)=c

Definicia 1.5 Nech min_sup je vopred stanovena prahova hodnota podpory. Mno-

zina poloziek X je frekventovand, ak plati support(X) > min_ sup.

1.2 Prehlad sticasného stavu

Vzhladom na stcasné trendy v oblasti analyzy dat a rastiici objem tdajov, metody
asociacnych pravidiel sa stavaju coraz dolezitejsimi. Pri takomto objeme tdajov je ne-
ustale fazsie pochopif proces ich analyzy. Samozrejme, vSetky tieto faktory vyzaduju,
aby algoritmy boli skalovatelné a efektivne. Spomenuty problém sa stal hnacou silou
pre vyvoj a zdokonalenie metéd automatizovanej analyzy tdajov.

Asociacné pravidla ziskali popularitu najmé vdaka publikaciam Agrawala a kol.
V prvej [4] sa zaoberali pravidlami, pricom prava strana pravidla je jedna polozka.
Predstavili algoritmus AIS, ktory generuje vsetky vyznamné pravidld medzi poloz-
kami v transakcigch. Uéinnost svojho algoritmu ukézali tym, Ze ho pouzili na tdajoch
o predaji, ziskanych od velkej obchodnej spolo¢nosti. Autori demonstrovali, ze algo-

ritmus je pre dant udajovi sadu efektivny v porovnani s inymi pristupmi.
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V druhom élanku [5] doslo k vylepseniu pristupu ku generovaniu kandidétnych
mnozin. Na rozdiel od predchadzajicej prace, kde boli kandidatne mnoziny genero-
vané priebezne pocas skenovania, v novom algoritme st teraz kandidatne mnoziny
generované rozsirenim frekventovanych mnozin o jeden prvok. Taktiez na rozdiel od
predoslého ¢lanku dovoluju, aby prava strana pravidla mala viac ako jednu polozku.
Tento algoritmus dostal ndzov Apriori.

V skutocnosti, i ked su tieto ¢lanky jednymi z najcitovanejsich v oblasti dolo-
vania dat, nemozno ich povazovat za prvé v historii. Davno predtym, v roku 1966
Héjek a kolektiv [6] preskiimavali podobné implikacné hypotézy, hoci samotny termin
»asociacné pravidla“ nepouzivali.

Vzhladom na pokrok vo vykone a rastuci zaujem o tito oblast sa do skiimania
tejto témy pustilo coraz viac vyskumnikov. Boli vyvinuté viaceré dalsie algoritmy na
hladanie frekventovanych mnozin v datach.

V roku 2000 Zaki predstavil iny pristup [7] — cely priestor vyhladdvania frekven-
tovanych mnozin poloziek sa rozdeli na malé, nezavislé podpriestory pomocou me-
tod zaloZenych na prefixoch alebo maximalnych klikdch. Kazdy podproblém potom
mozno riesit pomocou postupu vyhladavania zdola nahor, zhora nadol alebo hybrid-
ného postupu vyhladavania a cely proces zvycajne zabera len niekolko skenovani data-
béazy. Tento algoritmus sa nazyva Eclat (Equivalence Class Clustering and bottom-up
Lattice Traversal).

Dals$fm populdrnym algoritmom na dolovanie tdajov je FP-Growth (Frequent
Pattern Growth). Predstavili ho Han a kol. vo svojom ¢lanku [8]. Tento algoritmus
vyuziva odlisny pristup v porovnani s tradi¢nymi algoritmami, ako st Apriori alebo
Eclat. Navrhli novi stromovi struktiru frekventovanych mnozin a vyvinuli efektivnu
metodu zalozent na takomto strome. Velkd databaza je komprimovanid do mensej
struktiry, ¢im sa predislo zbytoc¢nému skenovaniu databéazy. Boli taktiez implemen-
tované dalsie sofistikovanejsie vylepsenia.

Delgado a kol. [9] zaviedli univerzalny model pre fuzzy transakcie. Demonstrovali,
ze ich model je jednoducho formulovatelny a pouzitelny. Tieto poznatky sa mozu
aplikovat pri dolovani multimedialnych tdajov a analyze obsahu webovych stranok.

Nové, iné pristupy k eliminacii zbytoénych pravidiel a generovaniu ich mensieho

poctu boli prezentované v [10, 11].
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Kapitola 2

Algoritmy na generovanie

asociacnych pravidiel

V tejto kapitole budeme analyzovat algoritmy, ktoré sa pouzivaji pri generovani aso-
ciaénych pravidiel. Na tychto algoritmoch je zalozena analyza vztahov v nami uva-
zovanom stibore tdajov (kapitola 4). Uplné pochopenie tychto algoritmov je velmi
dolezité pre spravnu analyzu.

Problém hladania asociaénych pravidiel moéze byt rozdeleny na dve tlohy [4]:

1. Najst vsetky mnoziny poloziek, ktorych podpora je vicsia ako prahova hodnota

podpory. Mnozina, ktord tito podmienku spliia, sa vola frekventovand.

2. Pouzitim najdenych frekventovanych mnozin vygenerovat vsetky pravidla. Pre
dant dlohu mame priamociary algoritmus. Pre kazdu frekventovani mnozinu
Y najdeme vsetky jej neprazdne podmnoziny a pre kazda takt podmnozinu X

vratime na vystup pravidlo v tvare
X=Y\X

vtedy, ak dané pravidlo spliia podmienku minimélnej hodnoty spolahlivosti.
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2.1 Apriori

V tejto podkapitole sa zameriame na algoritmus Apriori, ktory je jednym z najpo-
pularnejsich algoritmov, ktoré dokazu identifikovat asociaéné pravidla. Podrobne sa
budeme venovat jeho zékladnému principu a tiez tomu, ako hlada frekventované mno-

ziny poloziek v idajoch.

2.1.1 Princip alebo myslienka

Tento algoritmus bol navrhnuty Agrawalom a Srikanthom v roku 1994 [5]. Svoj nazov
dostal vdaka predpokladu, ktory nazyvame ,a priori princip“. Ten hovori, ze kaZda
podmmnozina frekventovanej mnoziny poloZiek je tieZ frekventovand. Ekvivalentne, ak je
mnoZina nefrekventovand, tak kaZdd jej nadmnoZina je tieZ nefrekventovand'. Vdaka
tomuto faktu mozno efektivne zazit oblast hladania. Dany princip umoznuje postupne

zvacsovat velkost mnozin, a takto najst vsetky frekventované mnoziny.

2.1.2 Postup

Algoritmus vykona niekolko prechodov databazou. Pri prvom prechode sa jednoducho
pocitaju hodnoty podpory jednotlivych poloziek — tie, ktoré spiﬁajﬁ urcenu prahovi
hodnotu, st povazované za frekventované jednoprvkové mnoziny. V k-tom kroku na
zéklade frekventovanych mnozin nédjdenych v (k—1). kroku a pomocou funkcii apriori-
gen budu vygenerované k-prvkové kandidatne mnoziny. V tomto kroku nasledne pre-
jdeme databédzou a spocitame podporu kandidatnych mnozin. Na konci prechodu sa
vybert iba tie kandidatne mnoziny, ktoré su frekventované, a tie sa pouziju v dalsom
kroku. Algoritmus sa vykonava, kym vsSetky kandidatne mnoziny z predchadzajiceho

prechodu nemaji podporu mensiu ako zadana prahova hodnota.

Poznamka. Predpokladame, Ze polozky v kazdej transakcii st zoradené v lexikogra-

fickom poradi.

Nizsie je uvedeny podrobny pseudokéd Agrawalovho algoritmu (algoritmus 1).

1V literattre sa moZete stretniif aj s pojmom antimonoténnost alebo downward closure.
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Algoritmus 1 Apriori

L + {frekventované jednoprvkové mnoziny};

for (k=2; Ly #0; k++) do

Cy < apriori-gen(Ly_1); > kandidatne mnoziny
for allt € D do
Ci+{ceC, : cCt} > kandidati obsiahnut{ v ¢

for all c € C, do

c.count < c.count + 1;
Ly < {c€ Cy : c.count > min_sup};

k
return |J L;
=2

1=

Funkcia apriori-gen, ktora berie na vstup vsetky (k — 1)-prvkové frekventované

mnoziny a vracia vsetky k-prvkové frekventované mnoziny, pozostava z dvoch krokov:

1. JOIN: spajame Lj_1 s Lp_q:
for all p € L;,_; do
for all ¢ € L;_; do
/* rovnost prvych k — 2 poloziek */
if p.item; = q.item; pre i € {1,...,k — 2} then
if p.item;_; < ¢.itemy_; then
c < { p.itemy, p.items, ..., p.itemy_q1, g.itemy_; };

Cy + CpUc;

2. PRUNE: mazeme vSetky polozkové mnoziny ¢ také, ze existuje nejaka (k —1)-
prvkova podmnozina ¢, ktora nie je v Lj_1:
for all c € (', do
for all s C cdo
if |s|]=k—1and s ¢ Ly, then > (k — 1)-prvkova mnozina
Cr < Cr\ ¢

Priklad. Nech Lj je {{1,2,3},{1,2,4},{1,3,4},{1,3,5},{2,3,4}}. Po JOIN kroku
mame C; = {{1,2,3,4},{1,3,4,5}}. Aplikovanim PRUNE kroku sa vymaze mno-
zina {1,3,4,5}, lebo jej podmnozina {1,4,5} nepatri Ls. Potom Cy = {{1,2,3,4}}.

Kandidatne k-prvkové mnoziny poloziek si generované spojenim frekventovanych

(k — 1)-prvkovych mnozin na zaklade rovnosti prvych (k — 2) poloziek a vymaza-

14



nim tych, ktoré obsahuju akikolvek podmnozinu, ktora nie je frekventovana. Vdaka

tomuto postupu sa vytvori vyrazne menej kandidatnych mnozin.

2.1.3 Vyhody a nevyhody

Hlavnou nevyhodou tohto algoritmu je jeho vypoctova narocnost. Spracovanie velkého
po¢tu kandiddtnych mnozin je nédkladné. Napriklad, ak existuje 10* frekventovanych
jednoprvkovych mnoZin, tak Apriori potrebuje vygenerovat viac ako 107 dvojprvko-
vych mnozin. Okrem toho, aby sme nasli nejaki frekventovanii mnozinu mohutnosti
100, ako napr. {ay, ..., a0}, musi algoritmus vygenerovat viac ako 2'%° ~ 10%° kan-
didatov [8].

Na druhej strane, algoritmus je jednoduchy na pochopenie a implementaciu.

2.2 FP-growth

Algoritmus bol navrhnuty v roku 2000 Hanom, Peiom a Yinom [8]. Predstavuje znacné
vylepsenie oproti predchéadzajicemu — nevyzaduje generovanie kandidatnych mnozin,
¢o vedie k podstatnému zvyseniu vykonu.

FP-growth algoritmus sa skladd z dvoch faz:
1. v prvej faze sa skonstruuje FP-strom, ktory je kompaktnou reprezentaciou dat.

2. 7z tohto stromu algoritmus vygeneruje frekventované mnoziny.

2.2.1 Konstrukcia stromu

Algoritmus reprezentuje databazu pomocou stromovej struktiry nazyvanej strom
frekventovanych vzorov (angl. frequent pattern tree), skratene FP-strom. Tato
struktura umoznuje efektivne dopytovanie na frekvencie (podporu) Iubovolnej mno-
ziny a je navrhnuta tak, aby bola kompaktna a zaroven nevyzadovala viacnasobné
prechody databazou pri jej konstrukeii.

Logicky vzaté, takyto strom nemusi obsahovat nefrekventované polozky?. Kazdy

uzol stromu okrem korena ma nasledovné atribity:
o item-name: zaznamenava, ktorti polozku tento uzol predstavuje.

e count: pocet transakcii, ktoré obsahuju polozky na ceste k danému uzlu.

?Kazd4 mnozina, ktoré obsahuje nejakd nefrekventovant polozku, frekventovanou byt nemoze.
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e node-link: odkazy na dalsie uzly v strome, ktoré maju rovnaky nazov.

Pre jednoduchsie vyhladavanie a pristup k vrcholom je vytvorena hlavickova ta-
bulka. Kazdy zaznam v tabulke reprezentuje jednu polozku a obsahuje odkaz na uzol
v strome, kde sa dana polozka nachadza.

Kazda transakcia z databazy sa mapuje na cestu v strome. Celd konstrukcia je

popisana v algoritme 2.

Algoritmus 2 Konstrukcia FP-stromu

Require: databaza D

Ensure: FP-strom T

1: zostupne usporiadat polozky i € Z podla hodnoty support(i) > Definované
v kapitole 1;

2: for all transakcia € D do > Definované v kapitole 1
3: T < koren stromu

4: for all 7 € transakcia do > Definované v kapitole 1
5: if T méa dieta N AND N.item-name = p. item-name then

6: N.count + +;

7: else

8: N < novy uzol, ktory bude potomkom uzla T

9: N.count + 1;
10: N.node-link < iny uzol, ktory ma rovnaky nazov;
11: T+ N;

Na riadku 1 bude vytvorena hlavickova tabulka a definované poradie pre polozky
v transakciach. Tym, Ze polozky usporiadame, budi ¢asté polozky uprednostnené na
zaciatku transakcie a pri vkladani do stromu sa frekventované polozky budu vkladat
blizsie ku korenu stromu, ¢im sa zvysuje Sanca, ze sa tato polozka bude zdielat medzi
viacerymi transakciami.

Riadok 6 zodpoveda prechodu po uz existujicej ceste. V takomto pripade sa jed-
noducho zvysi pocitadlo daného uzlu, ¢im sa Setri ¢as a zdroje.

Riadky 8-10 riesia pripad, kedy v strome neexistuje prislusny vrchol, do ktorého
by sa dalo vstipit. V takom pripade taky vrchol vytvorime a inicializujeme mu vsetky
potrebné hodnoty.

Pre takto zostrojeny strom plati, Ze obsahuje kompletni informaciu o databaze

z pohladu hladania frekventovanych mnozin. Totiz kazdej transakcii zodpoveda jedna
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cesta a vsetky potrebné informacie, ako napr. hodnota podpory, si v strome ulozené.
Je povsimnutiahodné, Ze rozmer stromu je ohranic¢eny celkovym vyskytom frekven-
tovanych mnozin v databaze a vyska je ohranicena velkostou najvacsej frekventovanej

mnoziny v akejkolvek transakcii [8].

Priklad. Uvazujme databdzu D na Obr. 2.1 a minimalnu prahovi hodnotu podpory

min_sup = % FP-strom zostrojeny na tejto databéze je zobrazeny na Obr. 2.2.

Databaza D Usporiadané

f7a’7cﬂd7g’i7m7p f’C7a’7m7p

a, b,c, f,1,m, o f,c,a, b, m
b, f, h, j0 f, b
b? C7 k7 S? p C7 b7 p

a7f7c7e717p7m7n f7c7a"7m7p

Obr. 2.1: Priklad databazy D [8].

Ttem

=S || e

Obr. 2.2: Priklad FP-stromu a hlavickovej tabulky [8]
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2.2.2 Generovanie frekventovanych mnozin v strome

Aby sme komplexne pochopili myslienku generovania frekventovanych mnozin v strome,
je nutné na ivod predstavit klticové vlastnosti navrhovanej struktury.

Uvazujme iba tie transakcie, kde sa vyskytuje konkrétna polozka a;. Takéto trans-
akcie budu v strome vyzerat ako prefixové cesty. Vsetky ich spolu nazyvame podmie-

neny zdklad vzoru a;.

Priklad. Zoberme si FP-strom zobrazeny na Obr. 2.2. Ak vezmeme do tvahy len
transakcie, ktoré obsahuju polozku m, dostaneme v strome tieto dve prefixové cesty:

(f:2,¢:2,a:2) a (f:1,¢:1,a:1,b:1). Spolu tvoria podmieneny zdklad vzoru m.

Ak mame podmieneny zdklad vzoru a;, mozno pomocou neho zostrojit FP-strom.

Tento strom budeme volat podmieneny FP-strom a; a oznacovat T = T |a,.

Priklad. Uvazujme podmieneny zdklad vzoru m s predchadzajuceho prikladu. Na

Obr. 2.3a je zobrazeny podmieneny strom 7'|m.

(a) Podmieneny FP-strom (b) Podmieneny FP-strom (¢) Podmieneny FP-strom
T =T|m. T" =T'|a = T|am. T" =T"|c = T|cam.

Obr. 2.3: Hladanie frekventovanych mnozin obsahujtcich m pomocou 7".

Prezentované nizsie vety tvoria zaklad algoritmu na hladanie frekventovanych mno-
zin v databazach transakcii. Veta 2.1 umoznuje rekurzivne prehladavanie podmiene-
nych FP-stromov, veta 2.2 definuje podmienky pre ukoncenie rekurzie. Dokazy vyne-

chdme (tie je mozné néjst v [8]).

Veta 2.1 Nech a je frekventovana polozkova mnozina v D, B je podmieneny zaklad
polozky « a [ je mnozina poloziek v B. Potom o U (3 je frekventovana v D prave

vtedy, ked je [ frekventovana v B.
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Veta 2.2 Nech FP-strom ma iba jednu cestu (aj:sy,as:Sa, ..., ax:Sg). Potom Iubo-

volnd podmnozina A C {ay,...,a;} je frekventovand, pricom plati
support(A) = min({s; : a; € a }).

7 toho vyplyva, ze na proces generovania frekventovanych polozkovych mnozin
sa da pozeraf ako na generovanie frekventovanych poloziek a potom na postupné
zvacsovanie (growing) kazdej takejto mnoziny poloziek dolovanim jej podmieneného
zakladu.

Podrobny pseudokéd je popisany v algoritme 3. Pozorny citatel si moze vSimnit

podobnost daného pristupu a pristupu ,,rozdeluj-a-panuj*.

Algoritmus 3 Procedira FP-growth( 7T, «)
if T obsahuje iba jednu cestu P then

for all mnozinu 5 : 5 C P do

if minimalna podpora poloziek v g > min_ supp then

generuj mnozinu « U [3;
else
for all a; v hlavickovej tabulke T zac¢inajic najmenej ¢astou polozkou do

if support(a;) > min_sup then
generuj mnozinu = a U a;;
T < podmieneny FP-strom T'|f;
if T # 0 then

FP-growth( T3, 3) > rekurzia

Na Obr. 2.3 st zobrazené stromy pri volani vetvy vypoctu FP-growth(7”,m) —
FP-growth(T”,a) — FP-growth(T"”, ¢). Tymto vypoctom sa najdu vsetky frekvento-
vané mnoziny, ktoré obsahuju {a}, {a, m}, {c,a, m} atosa: {a,m}, {c,a,m}, {f,a,m}
a {f,c,a,m}. Algoritmus systematicky prejde vsetky moznosti a identifikuje vsetky

frekventované mnoziny.

2.2.3 Vyhody a nevyhody

Autori tohto pristupu uvadzaju, ze rozmer FP-stromu je zvycajne ovela mensi ako
rozmer databazy. Podobne, podmieneny FP-strom je obvykle ovela mensi ako po-
vodny strom (podmieneny FP-strom je podstromom pévodného stromu). Vdaka to-

muto principu kazda nasledujica iteracia pracuje so stale redukovanym mnozstvom
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dat. Z hladiska efektivity je tak algoritmus FP-growth radovo efektivnejsi v porov-
nani s algoritmom Apriori.
Hoci algoritmus FP-growth je rychlejsi, jeho implementécia je komplexnejsia v po-

rovnani s algoritmom Apriori.

20



Kapitola 3

GUHA asociacné pravidla

V tejto kapitole sa zameriame na teoretické zaklady a aplikdcie metédy nazyvanej
Generalized Universal Hypothesis Automaton (GUHA) v kontexte asociacnych pra-
vidiel.

Metéda GUHA sa opiera o jednoduchu, ale zaroven presnii matematick a Statis-
tickt analyzu. To umoznuje vygenerovat vsetky mozné tvrdenia (pravidld), nasledne
ich pomocou poéitaca automaticky overit [6]. Clovek si potom méze zo vietkych plat-
nych hypotéz oddelit iba délezité tvrdenia, ohodnotit ich a na ich zaklade zvolit dalsi
smer /postup vyskumu.

Podstatou met6dy je teda (tieto funkcie ma vykonavat pocitac):

1. optimalnym spdsobom na zéklade stiboru dat vygenerovat ¢im viac hypotéz,
2. overit kazdua taka hypotézu,

3. vypisat iba zaujimavé tvrdenia.

Tato metéda umoznuje hladat nielen pravidla, ktoré platia pre vsetky (alebo tak-
mer vsetky) objekty v databaze, ale aj také, ktoré neplatia pre vSetky (alebo takmer
vSetky) objekty. Takyto pristup mé potencidlne vyuzitie v roznych oblastiach, napri-
klad v analyze kybernetickej bezpecnosti [12].

GUHA metéda ma vyznam aj pri generovani tzv. negativnych® pravidiel, ktoré
zachytavaju vztahy medzi pritomnymi a nepritomnymi polozkami v datach, teda su
tvaru A = —B. Negativne pravidla dokazu odhalif nezretelné vztahy v datach, ktoré
by klasické pravidla nezachytili. To umoznuje hlbsie pochopenie idajovej sady a otvara

nové moznosti analyzy.

LOpacne, klasické pravidla sa v podobnej literatiire oznacuji ako pozitivne.
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Prave takéto pravidla mozno pouzit na detekciu potencidlnych chyb v kéde [13].
Na zéklade datasetov troch prieskumov cestovania obyvatelov Hongkongu boli vygene-
rované pravidla, ktoré pomozu odbornikom a politikom prijimat vhodné rozhodnutia

a rozvijat oblast cestovného ruchu [14].

3.1 Reprezentacia dat

GUHA procediry pracuji s datami vo forme obdlznikovej matice, ktorej riadky zod-
povedaji objektom a stipce vlastnostiam, teda prvok v i-tom riadku a J-tom stipci je
0 a 1 podla toho, ¢i i-ty objekt ma j-tu vlastnost. V pripade analyzy ndkupného kosa,
objektami mézu byt transakcie a vlastnostami polozky. Hodnota v prislusnom riadku
a stipci v tomto pripade indikuje, ¢i bola tato polozka nakupena v danej transakcii.

Neskorsie implementacie funguju s idajmi reprezentovanymi pomocou bitovych
retazcov.

V GUHA terminolégii na vyjadrenie vztahu medzi dvoma mnozinami atribttov
X a Y sa namiesto klasického implika¢ného pravidla X = Y, pouziva oznacenie
X =~ Y, kde symbol = reprezentuje jeden z roznych statistickych testov (ukazovatelov,

kvantifikatorov), ktoré sa pouzivaji v GUHA procedirach.

3.2 Testovanie

V tejto casti popiseme ako otestovat platnost GUHA asocia¢ného pravidla v datach.
Predstavime si rozne Statistické testy, ktoré sa na tento 1cel bezne pouzivaju.

Pre dva binarne atribity ¢, 1 asociacie ¢ = 1 budeme pocitat:

a — pocet objektov v D spliiajtcich Y a1,

b — pocet objektov v D splitajtcich ¢ a -,

¢ — pocet objektov v D spiﬁajﬁcich —p a Y,

d — poéet objektov v D spliiajicich —p a .

Tieto styri hodnoty spolu tvoria kontingenénu tabulku znazornentu v Tab. 3.1.
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D |

| c| d

Tabulka 3.1: 4ft kontingenéné tabulka

Kuvantifikdator je funkcia, ktora kazdej stvorice ¢isel a, b, ¢, d priradi pravdivostni
hodnotu 0 alebo 1. Hodnota 1 indikuje, ze medzi atributmi asociacia plati, zatial
¢o hodnota 0 indikuje, Ze neexistuje ziadna relevantné asocidcia. V kontexte GUHA
pravidiel kvantifikaitor nam odpoveda na otazku: ,Plati skimana asociacia v tomto
stubore udajov?

Nizsie uvedieme zopar prikladov moznych kvantifikdtorov (funkcii):
1. p-implikécia [15]. Nech p je parameter a plati p € (0, 1], potom:

1, ak % >p
a(a,b, ¢, d) = ot

0, inak

2. FIMPL (Founded implication). Nech p a s st parametre a plati s > 1, p € (0, 1],
potom:

1, aka >s AN %2 >p
ala, b, c,d) = o

0, inak

Za pouzitia daného kvantifikdtora, asocidcia ¢ ~,, ¥ a predtym uvazované

s
a+b+c+d

yklasické* asociac¢né pravidlo ¢ = 1 s podporou a spolahlivostou p su

ekvivalentné?.

Priklad. Majme databdzu ({chlieb, maslo}, {mlieko}, {vajcia, maslo, chlieb}).
Uvazujme asocidciu {maslo} = {chlieb}. Kontingencné tabulka pre tieto atri-

buty je zndzornena v Tab. 3.2.

D chlieb | —chlieb

maslo 2 0

—maslo 0 1

Tabulka 3.2: 4 ft kontingenéna tabulka

V tomto pripade ma dand asociacia absolttnu podporu 2 a spolahlivost % = %

2V GUHA terminolégii sa zvykne pouzivat pojem absoliitnej podpory.
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3. SIMPLE (po angl. jednoduchy). Nech s je parameter, potom:

1, akad >bcaa > s

CI(CL, ba c, d) =
0, inak

Takéato asociacia ¢ ~ 1 hovori, Ze ,) sa vyskytuje castejsie v ¢ ako v —¢p“.

4. LIMPL (Lower critical implication) [16]. Ak s, p a « si parametre, potom:

a+b . )
1, aka >s a ¥ (a;’b) (1 —p)i < o

Q(a7 b? C7 d) -
0, inak

Dalsie kvantifikétory, ktoré presahujtice rdamec tejto prace, je mozné najst v [17, 18].

3.3 Vyhody a nevyhody

Vdaka velkému mnoZstvu kvantifikitorov maji analytici Siroky priestor pri analyze®.
To umoznuje odhalif neocakavané vztahy v datach, ktoré by pri pouziti klasickych
metod ,data miningu“ mohli byt prehliadnuté.

Tato metéda modze byt pouzita na rozne typy dat bez nutnosti specifickych pred-
pokladov o ich distribucii.

Pri analyze redlnych tdajov (v zavislosti od velkosti dat) moze GUHA metdda
vygenerovat enormné mnozstvo hypotéz, drviva vacsina ktorych moéze byt z pohladu
analytika lplne nezmyselna a irelevantna. Pri velkom pocte hypotéz sa samozrejme

zZvysSuju aj vypoctové a ¢asové naroky.

3Zdatny statistik si dokonca méze definovat aj novy kvantifikitor a analyzovat jeho vlastnosti.
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Kapitola 4
Dostupné data a pouzité metoédy

V tejto kapitole popiseme data, s ktorymi sme pracovali v rdmci bakalarskej prace.
Tiez popiseme sposob pouzitia metdd z prvych troch kapitol, ktoré sme na nich apli-

kovali. Konkrétne vysledky budua prezentované v piatej kapitole.

4.1 Dostupné data

Na analyzu pomocou asociacnych pravidiel sme pouzili datovy subor ,The Bread
Basket“ dostupny na platforme Kaggle [19]. Tento stbor dat obsahuje informaécie
o transakciach v pekarni , The Bread Basket* v Edinburghu v Skétsku.

Dataset je verejne dostupny pre stiahnutie vo formate .csv. Obsahuje 20507

zaznamov, viac ako 9000 transakcii a 5 atributov:
» No: jedineény identifikdtor transakcie (¢islo z rozsahu 1 az 9684).
» Item: ndzov zakipeného produktu (napr. bread, coffee, tea).
« DateTime: ditum a ¢as transakcie (napr. 30.10.2016 9:58).
o Daypart: cast dna, kedy bola transakcia uskutoénend (napr. morning).

« DayType: oznacuje, ¢i bola transakcia vykonana pocas vikendu alebo pracov-

nych dni.

Na ilustraciu struktiry a obsahu datového suboru uvadzame Tab. 4.1 ako reprezen-

tativny priklad.
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No. | Items DateTime Daypart | DayType
1 Bread 30.10.2016 9:58 | Morning | Weekend
2 Scandinavian | 30.10.2016 10:05 | Morning | Weekend
2 Scandinavian | 30.10.2016 10:05 | Morning | Weekend

9683 | Coffee 04.09.2017 14:57 | Afternoon | Weekend
9683 | Pastry 04.09.2017 14:57 | Afternoon | Weekend
9684 | Smoothies 04.09.2017 15:04 | Afternoon | Weekend

Tabulka 4.1: Ukazka pouzitého stuboru dat

Z Tab. 4.1 vyplyva, ze v rdmci transakcie pod ¢islom 2 dna 30.10.2016 (pocas

vikendu) rano boli naktipené dva kusy polozky ,Scandinavian.

4.2 Apriori

V réamci tejto prace sme v programovacom jazyku Python implementovali algoritmus
Apriori. Na ulahcenie prace s datovou sadou a matematickymi operdciami sme vyuzili
kniznice pandas a numpy. Vlastna implementacia metédy Apriori prijima na vstupe
tdaje v tvare, kde v riadkoch méme jednotlivé transakcie a v stIpcoch polozky. Hod-
nota 1 alebo 0 v i-tom riadku a j-tom stipci tabulky urcuje, ¢ bola polozka j v rdmci
transakcie ¢ naktipena!.

Pri analyze zohladnime aj casovy aspekt. Do vyslednej tabulky doplnime styri

stlpce: Afternoon, Evening, Morning, Night. V{sledny datovy ramec, ktory bude slazit

ako vstup pre Apriori metddu, je uvedeny v Tab. 4.2.

No. | Polozka 1 ... Polozka 94 | Afternoon Evening Morning Night
1 0 . 0 0 0 1 0
2 0 o 0 0 0 1 0
9683 0 e 0 0 1 0 0
9684 0 e 0 0 1 0 0

Tabulka 4.2: Vysledna tabulka po transformacii

'Pozorny &itatel si viimne, Ze v niektorych transakcidch boli niektoré polozky zakipené viackrat.

Tento fakt pri analyze ignorujeme.
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Experimentélne boli zvolené nasledovné parametre pre asociacné pravidla:
o prahova hodnota podpory pravidla: min_ sup = 0,03.
o prahova hodnota spolahlivosti: min_conf = 0,5.

Totiz od pravidla A = B pozadujeme, aby sa AU B vyskytlo v aspon 3% transakcii
a v kazdej transakcii s A sa B vyskytne s pravdepodobnostou aspon 50%.
Z dostupnych online implementacii Apriori algoritmu, ako si napriklad [20, 21]

a [22], sme v ramci tejto prace zvolili realizaciu metédy z kniznice mlxtend [23].

4.3 FP-growth

Vzhladom na rozsiahlost a komplexnost algoritmu sme sa v ramci tejto prace roz-
hodli pre jeho implementaciu pomocou kniznice mlrtend v programovacom jazyku
Python [24].

Hodnoty parametrov prenechame rovnaké ako pri predchadzajicej metdde.
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Kapitola 5

Vysledky

Tato kapitola prezentuje vysledky analyzy koSov ndkupu z kaviarne. Cielom analyzy
bolo zistif, aké st najcastejsie kupované polozky a aké asociacné pravidla medzi nimi
existuju.

V Tab. 5.1 uvadzame zoznam frekventovanych mnozin najdenych realizdciou me-
tédy Apriori [23] a FP-growth [24], ako aj nasou vlastnou implementaciou Apriori.

Zhodnost vysledkov troch implementovanych metéd indikuje korektnost tychto rie-

Seni.
No. | Itemsets Support
1 {Afternoon} 0, 537665
2 {Coffee} 0,478394
3 {Morning} 0, 433492
4

{Bread} 0, 327205

40 {Hot chocolate, Afternoon} | 0,033069
41 | {Afternoon, Soup} 0, 032647
42 | {Afternoon, Cookies} 0,031696
43 | {Coffee, Afternoon, Tea} 0,030745

Tabulka 5.1: Obdrzané frekventované mnoziny poloziek z idajového ramca.

V dalsom kroku sme pomocou najdenych frekventovanych mnozin vygenerovali
asociacné pravidla. Iteraciou cez vsetky frekventované polozky skiimame mozné kom-
binécie pravidiel. Pravidld, ktoré spliiaji prahové hodnoty spolahlivosti, boli pridané

do vyslednej tabulky a nasledne usporiadané podla hodnoty spolahlivosti. V Tab. 5.2
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uvadzame cCast vygenerovanych asociacnych pravidiel.

No. | Antecedents Consequents | Support Confidence
1 {Soup} {Afternoon} | 0,032647 0,947853
2 {Sandwich, Coffee} {Afternoon} 0,033492 0,875691
12 | {Medialuna} {Coffee} 0,035182 0,569231
13 | {Hot chocolate} {Afternoon} | 0,033069 0,567029
14 | {Morning, Pastry} {Coffee} 0,033492 0,554196
18 | {Sandwich} {Coffec} 0,038246  0,532352
19 | {Cake} {Coffee} 0,054727  0,526958
22 | {Morning} {Coffee} 0,223244 0,514989
23 | {Bread} {Afternoon} | 0,164395 0,502422

Tabulka 5.2: Ziskané asociacné pravidla so spolahlivostou viac ako 50 %.

Tieto pravidla moze analytik interpretovat napriklad takto:

o Pravidla 1, 2, 13: Pocas popoludnajsich hodin sa v kaviarni pozoruje zvyseny
predaj polievok, kolac¢ov, sendvicov a caju. V reakcii na tato situdciu by maji-
tel kaviarne mohol zvazit zavedenie Specidlnych ponik, napriklad kombinovanie

caju s kolacom alebo sendvicom za zvyhodnent cenu.

o Pravidla 14, 18, 19: Kéva slizi ako sprievodny prostriedok pre rézne jedla. Tito
silni asociaciu moze majitel kaviarne vyuzit na stimulaciu predaja oboch pro-

duktov sucasne, napriklad formou zlavy na kavu pri ndkupe jedla.

5.1 Efektivnost

V tejto casti kapitoly sa zameriavame na analyzu vykonnosti dvoch implementovanych
algoritmov. Cielom je porovnat ich vykonnost v zavislosti od prahovej hodnoty pod-
pory a velkosti databazy. Ziskané vysledky ndm pomozu vybrat optimalny algoritmus
pre konkrétnu tlohu.

Analyza sa bude opierat na experiment vyuzivajici syntetické tidaje. Data boli

generované tak, aby boli rovhomerne rozdelené a homogénne. To znamend, ze frek-
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vencia vyskytu jednotlivych poloziek a ich pocetnost v transakcidch je rovnaka bez
ohladu na rozmer databazy. Zistenia budu zobrazené v grafoch.

Obr. 5.4 ukazuje dlzku behu algoritmov Apriori a FP-growth pri hladani asociad-
nych pravidiel v zdvislosti od prahovej hodnoty podpory. Ako je vidno, dizka behu
Apriori rastie exponencidlne s klesajicou prahovou hodnotou podpory, zatial ¢o dlzka
behu algoritmu FP-growth rastie pomalsie. Dévodom je to, ze s klesajicou podpo-
rou dochddza k dramatickému nérastu po¢tu a dizky generovanych mnozin. To vedie

k prudkému zviac¢seniu mnozin kandidatov, ktoré Apriori musi spracovat.

4: T I I
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3 _
=
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22 |
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Obr. 5.4: Vplyv prahovej hodnoty podpory na ¢as behu Apriori a FP-Growth
Nespravna volba parametrov pri hladani asociacnych pravidiel teda moze mat dva
zavazné dopady:
1. zvyseny pocet pravidiel,
2. predlzeny vipoctovy cas.

Obr. 5.5 znézoriiuje, ako dlzka behu algoritmu Apriori rastie exponencidlne s poctom
transakcif v databdze, zatial ¢o dlzka behu algoritmu FP-growth rastie linedrne. To
potvrdzuje, ze pri spracovani rozsiahlych, velkych datasetov je FP-growth radovo

efektivnejsi v porovnani s Apriori.
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Obr. 5.5: Porovnanie ¢asu behu Apriori a FP-Growth.
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Kapitola 6

Diskusia

V tejto kapitole zhodnotime vysledky nasho vyskumu a porovname ich s inymi pra-
cami v oblasti data miningu.

Pravdou je, ze vysledky analyzy vacsinou obsahuju pravidla, ktoré spajaja bud
,coffee alebo ,,morning“. Tento vyskyt mozno pripisat vyznamnosti tychto atributov
v rdmci suboru udajov.

Potencialne je mozné skusit tieto Casté atributy zo siboru tdajov vymazat a na-
sledne sa pokusit v tychto datach hladat asociacie. Tymto spésobom sa zbavime naj-
castejsich atributov.

Vykonand analyza odhalila niekolko moznosti pre dalsi vyskum. Jednou z nich je
skimanie sezonnych faktorov a ich vplyvu na nakupné spravanie spotrebitelov. Je
mozné, ze ndkupné spravanie zakaznikov sa v priebehu roka menia. Takto by mohli
byt identifikované sezénne vzorce a podla nich by mohla byt prisposobend ponuka
produktov kaviarne.

Dalsou oblastou zaujmu je analyza G¢innosti marketingovych kampani. Vplyv
tychto stratégii na ndkupné spravanie spotrebitelov mozeme posudit porovnanim tda-
jov pred ich nasadeni a po nom. To umozni analytikom urcit, ktoré kampane boli
najucinnejsie a z akych dovodov.

Podobné vysledky tykajuce sa ¢asovej zlozitosti algoritmov boli popisané v [25].
Autori dosli ku analogickému zaveru a pozorovali zhodny rast zlozitosti algoritmov
v zavislosti od hodnoty podpory.

V [26] autori tspesne aplikovali metédu Apriori na analyzu nakupného kosa malo-
obchodnej predajni s cielom analyzovat spravanie zakaznikov. Datovy subor sa z hla-
diska velkosti a obsahu podobal na ten, ktory sme pouzili v kapitole 4.

Rovnako ako v nasej bakaldrskej praci, v [27] bola pri analyze pouZitd metdda
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FP-growth, ktora preukézala svoju t¢innost. Uspesne nagli cenné asocidcie medzi pro-
duktmi. Tieto zistenia st ndpomocné pre obchody, ktoré sa snazia zlepsit efektivnost
a zvysit ziskovost.

Dolezite je zdoraznit, ze v pripade databaz s velkym poctom atribtitov ma zmysel
vykonat kategorizaciu alebo hierarchiu atribttov. V praxi sa stretdvame s obrov-
skym mnozstvom produktov, ktoré sa daju zoskupit do kategorii. V takomto pripade
postaci uvazovat vseobecnejsie pravidla, ako napriklad pec¢ivo = limonady. Pod poj-
mom pecivo by sme v tomto kontexte rozumeli viacero druhov peciva.

Takéto vylepSenia by mohli zvysit vykon a sticasne objavit vSeobecnejsie asociacie.

Ich implementéacia vSak presahuje ramec tejto prace.
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Z.aver

Uloha hladania asocia¢nych pravidiel sa ¢asto riesi pomocou dvoch populdrnych algo-
ritmov, napriklad Apriori a FP-growth. Algoritmus Apriori je pri spracovani rozsiah-
lych databaz neefektivny, pretoze vyzaduje viacnasobny prechod databazou, pricom
algoritmus FP-growth tento nedostatok odstranuje. V nasej praci sme analyzovali aj
dalsie metédy asociacnych pravidiel, ktoré moézu mat oproti tymto populdrnym me-
todam dalsie vyhody. Prikladom takejto metédy st GUHA asociacné pravidla, ktoré
majui v porovnani s klasickymi metédami Sirsie moznosti: nie si obmedzené iba na
hladanie asocia¢nych pravidiel v tvare implikacii, ale dokazu odhalif aj Sirsie stvis-
losti v datach, napriklad pomocou ekvivalencie alebo inych statistickych ukazovatelov,
ktoré popisujeme v tejto préci.

V praktickej casti prace sme porovnavali ¢asovii narocnost metédy Apriori a FP-
-growth v zavislosti od velkosti databazy. Ako sme aj oc¢akavali z teoretickych predpo-
kladov, metéda FP-growth bola znac¢ne rychlejsia ako Apriori. Ukazali sme aj vplyv
prahovej hodnoty podpory na ¢as behu tychto algoritmov. Ak tento parameter je
prilis maly, pristup generovania a testovania kandidatnych mnozin je neefektivny —
FP-growth je potom efektivnejsi ako Apriori algoritmus. Napriek tomu oba pristupy
maju rozsiahle praktické uplatnenie.

Spomenuté metoddy boli aplikované na tidaje z ndkupov pekarne. Tato aplikacia na
redlnych tdajoch ukézala ich praktickii hodnotu v oblasti analyzy dat. Vygenerovali
sme 23 asociacnych pravidiel spolu s hodnotami, ktoré popisuju ich silu a vyznam.
Nésledne sme tieto pravidla interpretovali a ukazali, ako mozu byt pouzité v praxi.

Ziskané vysledky demonstruji, ze metédy asociacnych pravidiel mozu byt uzitocéné

pri analyze nakupného kosika, ako aj v inych oblastiach.
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